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ARTIGO CIENTIFICO

RESUMO

A Ciéncia de Dados € uma area multidisciplinar que combina métodos matematicos e
estatisticos com técnicas computacionais para resolver problemas em diversos campos. Na
area de Seguranca Publica, a Ciéncia de Dados pode ser utilizada para identificar
proativamente novos comportamentos criminosos e entender em quais condigdes eles tém
maior probabilidade de ocorrer. Para isso, é necessario coletar e analisar dados sobre crimes
ao longo do tempo, utilizando técnicas de machine learning e analise de dados. Os principais
resultados de uma amostragem mostram que a ciéncia de dados pode ajudar a identificar
padrées que possam indicar acdes criminosas e, assim, permitir que as forgcas policiais
possam prevenir crimes antes que acontegam. Além disso, o uso de dados pode permitir as
autoridades concentrar melhor seus recursos e ter um impacto positivo na sociedade. Em
resumo, a Ciéncia de Dados oferece ferramentas e conjuntos de dados cada vez mais
avangados para entender e combater o crime, melhorar a eficacia das operagdes policiais e

reduzir a criminalidade.



1.INTRODUCAO

Segundo Sebastian-Coleman (2013), dados s&o representagbes abstratas de
caracteristicas selecionadas de objetos do mundo real, eventos e conceitos, expressos e
compreendidos através de convengdes explicitamente definidos relacionados com o seu
significado, coleta e armazenamento. Em suma, as escolhas de como codificar os dados sao
influenciadas pelo modo como os dados serdo criados, utilizados, armazenados e
acessados. A interpretacdo dos dados depende de um processo de decodificagao.

Os ultimos anos tem vivenciado uma revolugdo na forma como os dados s&o
produzidos e como circulam entre pessoas, empresas e governos. As novas tecnologias
existentes potencializaram a importancia dos dados para a humanidade, e 0 mesmo ocorreu
nos governos ao redor do mundo. Essa nova realidade passou a exigir novas competéncias
daqueles que trabalham nos governos hoje. Ao mesmo tempo, ha um claro gap entre as
competéncias necessarias e a capacidade existente nos seus recursos humanos.

No que tange a ciéncia de dados, ela € uma ferramenta possivel para desenvolver
modelos de previsao e classificagcado, que sdo fundamentais para a tomada de decisdes
estratégicas, principalmente em ambientes dinamicos, que possuem grandes volumes de
dados em ritmo acelerado. Além disso, a ciéncia de dados também pode ser usada para
melhorar processos e otimizar recursos, detectar fraudes e, até mesmo, para entender
melhor o comportamento de individuos e pessoas através de técnicas de Analise Temporal
dos Dados e Machine Learning.

O crime pode assumir muitas formas e estda em constante mudanca. Lutar contra o
crime € como lutar contra um monstro de muitas cabegas ja que, quando cortamos uma
cabeca, duas outras brotam, que sdo mais inteligentes e ferozes do que antes. Assim sendo,
para combater o crime, precisamos ser flexiveis e criativos. Em um futuro préximo, cada vez
mais automatizado, sentimos que o campo da ciéncia de dados nos dara o poder e a
flexibilidade para lidar com crimes, prevengao e investigagao.



Por isso é de fundamental importancia discutir o uso da ciéncia de dados, visando
compreender a fungdo do profissional da area, no intuito de desenvolver e utilizar
ferramentas de analise de dados no planejamento da atividade policial para o combate
efetivo ao crime. Dessa forma, é possivel que muitos dos insights gerados apds as analises
dos dados fornecidos por tais ferramentas, possam contribuir para novos debates de
implementacao de melhorias nas politicas publicas relativas ao tema em questéo.

Por existir uma vasta quantidade de dados, estruturados e ndo estruturados, que séo
coletados pela policia e por outras forgas de seguranga publica diariamente, quando nao sao
bem organizados e analisados com as ferramentas adequadas, tendem a gerar desafios
analiticos significativos. O que interfere diretamente na organizagao policial e estruturas de
politicas publicas de seguranca que atendam as demandas.

Para uma melhor compreensao, dados estruturados sdo aqueles que possuem bem
definidas, pensadas antes mesmo da existéncia do dado que sera carregado, ndo permitindo
que um dado de diferente estrutura, daquela pré-definida, seja carregado. Ja os dados nao
estruturados ndao possuem essa estrutura pré-definida, podendo ser compostos por diversos
elementos diferentes dentro de um todo. A Figura 1 define de forma ilustrativa o que sao
dados estruturados e nao estruturados .
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Figura 1 — Coleta de Dados



Abordamos neste estudo conceitos praticos e tedricos a fim de caracterizar técnicas
de analise descritiva, analise diagndstica, e abordagens inteligentes sobre dados de
ocorréncias criminais no Brasil. No que tange a analise descritiva consiste em uma forma de
estudo que visa obter informag¢des sobre os dados de ocorréncias criminais, através da
descrigao e interpretacdo dos dados coletados. Esta técnica busca verificar a incidéncia de
crimes em diferentes regides do pais, bem como o tipo de crimes que ocorrem em cada local.

Com isso, € possivel descobrir quais sdo os locais onde € necessario maior atencao
e, consequentemente, aplicar medidas de prevengdo. Analise diagnostica € uma técnica
usada para identificar e diagnosticar problemas em um sistema ou organizagdo. E usado
para avaliar o desempenho, identificar areas de melhoria e identificar as causas de
problemas. Além disso, no presente estudo se propde padronizar a coleta de dados de
ocorréncias criminais através da criagdo de um Big Data. Essa iniciativa envolveria a coleta,
armazenamento e analise de uma grande quantidade de dados de ocorréncias criminais de
diferentes fontes, em um formato padronizado e acessivel.

A criagdo de um Big Data para o crime envolveria a identificagdo das fontes de dados
disponiveis, como registros policiais, registros de tribunais, pesquisas de vitimas e
testemunhas, e outras fontes relevantes. Os dados seriam coletados e armazenados em um
formato padronizado, que permitisse a analise em larga escala.

Uma vez que os dados tenham sido coletados e padronizados, uma série de analises
poderia ser realizada para identificar padroes e tendéncias no crime. Por exemplo, pode-se
analisar a distribuigdo geografica do crime em diferentes regides do pais, identificar os tipos
de crimes mais comuns em determinadas areas, e comparar a taxa de crimes em diferentes
estados ou cidades. Os resultados dessas analises poderiam ser compartilhados com as
autoridades governamentais, organiza¢des da sociedade civil e outras partes interessadas,
a fim de informar politicas e praticas relacionadas a prevengédo e combate ao crime e traria

maior confiabilidade e precisdo aos dados para tomada de decisdes estratégicas.



2. FUNDAMENTACAO TEORICA

Nesta secao apresentaremos as principais conceituagoes tedricas necessarias para a
construgcédo deste trabalho. Nesse sentido, alguns trabalhos secundarios relacionados ao
tema deste artigo foram encontrados.

Em Xing et al. (2018) é implementado um meétodo para obter a representagéo
semantica de artigos juridicos utilizando Keywords Group e redes neurais de convolugao. E
uma ferramenta que gera uma colegao de palavras que contém algumas palavras-chave em
evidéncia, como homicidio, assassinato, estupro, roubo, sdo bastante valiosas para os juizes
classificarem as evidéncias.

Em Noor et al. (2015) os autores apresentaram uma revisdo sistematica, sob o titulo
“Analise Inteligente de Dados Aplicada a Dados Governamentais Relacionados a Incidentes
Criminais: Uma Revisdo Sistematica e abrangente sobre um framework de suporte a tomada
de deciséo para classificagdo na prevengéo de crime”. Nesta revisdo, os autores analisaram
quarenta e quatro artigos e classificou-os em duas categorias de crimes - crimes violentos e
crimes contra a propriedade - e seis classes de técnicas de mineragao de dados - predicio,
classificagdo, visualizagdo, regressdo, clusterizagdo e deteccdo de anomalias). Os
pesquisadores propuseram um framework de classificacao utilizando data mining e
concluiram que as principais técnicas de mineragdo de dados utilizadas foram Bayesian,
Neural Network e Nearest Neighbor.

Ja em Rewari; Singh, et al. (2017) os autores realizaram revisdes consistentemente
nas variadas técnicas, tipos de datasets, desafios e problemas encontrados na analise de
dados criminais volumosos em estudos existentes, fornecendo aos pesquisadores um
resumo do status na area e suas lacunas. Os autores concluiram nesse estudo que a
“revolugéo da big data” trouxe uma melhor perspectiva de que, as armas contra os crimes
nao sado mais balas ou bombas, e sim os grandes dados que aprimoram a analise criminal.
Segundo Pereira e Galvado (2014) e Berwanger et al. (2007), uma revisdo sistematica
relevante deve apresentar resultados consistentes ou a causa de heterogeneidade deve ser
explorada. A maneira mais elaborada de resumir e divulgar os dados & por meio de

metanalise, ou seja, uma soma estatistica dos resultados de cada estudo.



Segundo a pesquisa realizada por Hinkle et al. (2018), a implementagéo do sistema
CompStat em cidades dos Estados Unidos mostrou-se eficaz para prevenir e combater a
criminalidade. O estudo analisou a implementagdo do sistema "CompStat" em algumas
cidades dos Estados Unidos e verificou que a coleta e analise de dados criminais em tempo
real permitiu que as forgas policiais se antecipassem a tendéncias criminais e adotassem
medidas preventivas.

Conforme apresentado nesta fundamentacgé&o teorica, este artigo tem como objetivo
explorar a aplicagdo das técnicas de ciéncia de dados na analise de dados coletados em
diversos formatos. Por meio da utilizacdo dessas técnicas, busca-se transformar os dados
brutos em informagdes confiaveis e valiosas, que possam gerar conhecimento e insights
relevantes para o usuario final. Para tanto, serdo apresentadas as etapas do ciclo de vida da
ciéncia de dados, que compreendem desde a definigdo do problema até a visualizagcédo dos
dados, utilizando exemplos de aplicacdo pratica para cada uma dessas etapas. E importante
ressaltar que o ciclo de vida da ciéncia de dados é um processo iterativo, ou seja, as etapas
podem ser repetidas diversas vezes até que se alcance um resultado satisfatorio. Ademais,
as etapas foram adaptadas de acordo com as necessidades especificas do projeto. Seguem
abaixo as definicbes de cada etapa do ciclo de vida da ciéncia de dados abordadas no
presente estudo:

1. Definigdo do Problema: Nesta etapa, o objetivo € identificar e definir o problema que
se deseja resolver por meio da analise de dados. E importante que o problema seja
claramente definido, para que as proximas etapas do ciclo possam ser conduzidas de
maneira eficiente.

2. Coleta de Dados: Nesta etapa, o objetivo € coletar os dados necessarios para a
analise. Os dados podem ser coletados de diversas fontes, como bancos de dados,
planilhas, arquivos de texto ou fontes externas como APIs ou web scraping. E
importante garantir que os dados sejam relevantes e confiaveis.

3. Descricdo dos Dados: Nesta etapa, o objetivo € entender e descrever os dados
coletados. Isso envolve a identificagdo de quais variaveis estdo presentes nos dados,
qual é a distribuicdo dos valores, quais sdo as tendéncias e padrbes observados, bem
como quaisquer valores ausentes ou outliers.

4. Preparagao dos Dados: Nesta etapa, o objetivo € preparar os dados para analise. Isso
pode envolver a limpeza dos dados, preenchimento de valores ausentes, remocgao de
outliers, normalizag&o ou transformacédo dos dados, e outras técnicas para garantir

que os dados estejam prontos para a analise.



5. Exploragédo dos Dados: Nesta etapa, o objetivo € explorar os dados para identificar
padrdes, tendéncias e relacionamentos entre as variaveis. Isso pode ser feito por meio
de técnicas de estatistica descritiva, modelagem exploratoria ou outras técnicas de
analise exploratéria de dados.

6. Visualizagdo dos Dados: Nesta etapa, o objetivo é apresentar os dados de forma clara
e visualmente atraente. Isso pode envolver a criagdo de graficos, tabelas ou outras

visualizagbes que ajudem a comunicar os resultados da analise de forma efetiva.



3. METODOLOGIA

Como forma de alcangar o objetivo proposto neste estudo, iremos implementar
técnicas de analise de dados em 6(seis) fases para uma melhor perspectiva do problema.
Estas seis fases sao:

Figura 2 — Ciclo de Vida da Ciénica de Dados
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A definicdo das questdes de pesquisa, seu escopo, estratégia de busca e os critérios

de selegao serdo descritos nas subsegdes seguintes.

3.1 Ferramentas Utilizadas

No que tange ao ambiente de programagao, para obter os resultados esperados, foi
utilizado o Colaboratory que, como define o Google, “é um produto do Google Research, area
de pesquisas cientificas do Google. O Colab permite que qualquer pessoa escreva e execute
codigo Python arbitrario pelo navegador e, € especialmente adequado para aprendizado de
maquina, analise de dados e educagao’.

Para melhor entendimento de quais ferramentas foram utilizadas em cada uma das

fases descritas acima, listamos a seguir:

1- Coleta de Dados:, Python , Pandas, Numpy.
2- Modelagem de dados : Pandas, Numpy.
3- Visualizagao de dados: Matplotlib , Seaborn.

4- Comuniagao : Colabority, Jupyter.

3.2 Definicao do Problema

Esta etapa tem como objetivo analisar grandes volume de dados estruturados e nao
estruturados coletados, por diversas fontes e de diferentes formatos, pelos 6rgéos e forgas de
seguranga publica do Brasil, no que tange aos registros de ocorréncias criminais, € o problema
a ser solucionado. Além disso, para agravamento dos problemas, muitas vezes os dados
coletados nem sempre sao totalmente confiaveis. Isto ocorre porqué nem todos os crimes sao
denunciados e, por isso, a dimensao do problema tende a ser sub-representada.

Diante do exposto, a presente proposta tem em seu escopo a aplicacdo de Data
Science e Analytics, com o intuito de encontrar valores atipicos, sobre o rol de informagdes
criminais, disponiveis nos bancos de dados abertos governamentais implementando técnicas
de Analise de Dados Descritiva e Diagnostica conforme o fluxo a seguir para que assim

possamos extrair informag¢des mais confiaveis.



3.3 Coleta de Dados

Foram utilizados 13(treze) Datasets(arquivos de dados) no formato “.CSV”
disponibilizados pelo Sistema Nacional de Estatisticas de Seguranga Publica e Justica
Criminal (SINESPJC) entre os anos de 2004 a 2017. Salientando que para cada ano existe

um Dataset correspondente.

Além disso o Dataset agrupado contém um total de 375.445 registros e tem a seguinte

estrutura de atributos:

a) Regiao: Regides do Brasil;

b) UF: Sigla da Unidade da Federagéo ;

c) Estado: Estado da Federagao;

d) Crime: Tipo de crime como: Homicidio doloso;

e) Mes: més de referéncia dos registros ;

f) Municipio: Espacgo publico administrado por uma prefeitura;
g) Ano: Ano da ocorréncia registrada;

h) Ocorrencias: quantidade de ocorréncias registradas;

i) codigo_IBGE : Esse atributo, codigo_IBGE nao foi interessante para esta
analise, portanto foi excluido.

3.4 Descricao dos Dados

Nesta etapa, analisamos os tipos de dados, tuplas e atributos que estamos
manipulando e, a propriedade dos dados coletados para resolver o problema. E de
fundamental importancia entender as caracteristicas e formatos de cada variavel e como

identificar as variaveis que possivelmente ndo serdao necessarias na modelagem dos dados.

O tipo de conjunto de dados se encontra no formato string(object) e decimal(float),
todos estruturados em tabelas que compde os dataframes gerados para analise descritiva do

presente artigo. Vide Figura 3.1 abaixo:

[14©] data.info(()

<class "pandas.core.frame.DataFrame"®:>

Inted4Index: 375445 entries, 8 to 66817
Data columns (total 8 columns):
Column Non-MNull Count

non-null
u E 5 non-null
estado E 5 non-null
municipio E 5 non-null
cr-ime E 5 non-null
ano E 5 non-null
mes S non-null
ocorrencias non-null
dtypes: floate4(l), object(7)
memory usage: 25.8+ MB

Figura 3.1 — Pipeline Ciéncia de Dados



O método info(), aqui implementado, nos fornece algumas informag¢des sobre o o

conjunto de dados que estamos trabalhando como numeros de colunas, de linhas. a memoria
gue esse dataframe esta utilizando e os tipos de dados utilizados.

3.5 Preparacao dos Dados ou Pré-processamento

Nesta etapa, a coleta de dados foi realizada para evitar valores fora do intervalo,
combinagdes de dados impossiveis foram tratados, valores ausentes e redundancias também
foram tratados durante a etapa de pré-processamento de dados, resultando em um conjunto
de dados mais confiavel e relevante, adequado para a descoberta de conhecimento. Na area

marcada na Figura 7 podemos demonstrar exatamente essa fase.
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Transformar os dados em formatos adequados para um determinado problema de
aprendizado de maquina é uma consideragédo essencial no inicio do projeto. A presenga de
informacdes irrelevantes, redundantes, ruidosas e ndo confiaveis afeta significativamente os
resultados do modelo e a descoberta de conhecimento, tornando a fase mais dificil.

As etapas de preparacao e filtragem de dados levam tempo para uma analise mais
precisa, ja que devem incluir a limpeza, selegdo de instancia, normalizagéo, transformacao,
extracdo de recursos e selegado. A partir dai temos como produto do pré-processamento de

dados o conjunto de treinamento.

3.6 Exploracao de Dados

Esta etapa visa conduzir inicialmente uma analise exploratéria dos dados, com o
objetivo de qualificar a qualidade geral dos dados selecionados para analise. Com os
resultados desta qualificagdo, algumas agdes podem ser consideradas, como eliminagédo de
registros de ma qualidade ou imputacdo de valores faltantes. Em suma, a exploragao de
dados significa a analise profunda dos dados em busca de novos insights.

. Analise Exploratéria de Dados

Visualizagao

Modelo .
de Dados Interacao

L

|

Figura 8 — Pipeline Analise Exploratotia de dados



3.7 Visualizacao de Dados

Uma das principais vantagens de se utilizar a visualizagado de dados é que, ela facilita
0 processo para os usuarios entenderem os dados e detectar padrées escondidos. Além disso,
a visualizagdo de dados pode ajudar a melhorar a eficiéncia da tomada de deciséo pois,
fornece uma representacéao visual dos dados que pode ser facilmente compreendida.

Nesta fase é realizada uma avaliagdo dos graficos e dashboards para verificar relagao
com problema proposto. Nesse sentido, buscou-se identificar se os dados estédo integros e
consistentes para a préxima etapa, caso necessario como (aplicagdo de algoritmos de
Machine Learning).



4. RESULTADOS

Apresentamos neste capitulo a produgédo bibliografica para compor este artigo. Como
pontos em comum, estas publicacbes advém dos trabalhos relacionados e utilizam modelos
de processos de analise de dados apresentados na Metodologia, tal como as contribuigdes
da ciéncia de dados para a seguranga publica.

Sera feita uma demonstragcdo que utiliza os conceitos gerais de Analise de Dados
realizando a simulagdo de um processo de aquisicdo e normalizagdo de dados que foram
sintetizados por meio de graficos para apresentar os resultados das analises que tornam os
dados mais limpos e confiaveis.

Todo resultado desta analise, foi realizada a partir dos dados disponibilizados pelo
Sistema Nacional de Estatisticas de Seguranca Publica e Justica Criminal (SINESPJC) do ano
de 2004 a 2017 esta armazenada no meu repositorio no github, no endereco disponibilizado
na secéo de Referéncias Bibliograficas.

Descreveremos a seguir os resultados obtidos, seguindo cada uma das fases que

correspondem a ferramenta utilizada na analise dos dados.

4.1 Analise Descritiva

Foi feita uma coleta dos dados brutos, carregando o script desenvolvido na fungao
read_year_data(year), abrindo os arquivos de dados no formato “.csv” referente aos periodos
de 2004 a 2017 que correspondem a 13(treze) arquivos. Através das funcbes setadas no
scritpt se torna possivel analisar cada ano separadamente e, ja formata-lo automaticamente
quando o arquivo for carregado, através da fungdo format_Columns(data) no intuito de

facilitar a analise como resultado mostrado na figura 9.



° import glob
import pandas as pd
import numpy as np

def read year data(year)
file = pd.read csv('./drive/MyDrive/dados/ocorrenciasmun-brasil{}.csv'.format(year), encoding="latin-1',sep=";",skiprows=4)
return format_columns(file)

def format_columns(data):
data.columns=]
“regiao”,
"uf",
“estado”,
"codigo IBGE",
"municipio”,
“crime”,
“ano",
“mes”,
“ocorrencias”

]

return data

Figura 9— Script para carregar os dados brutos

Como o objetivo deste estudo é o de expandir e gerar conhecimento mais abrangente,
neste mesmo scritpt consignamos a fungéo read_all_data() que carrega todos os dados dos

arquivos “.csvs” de ocorréncias do Brasil demonstrado na figura 10:

def read all data():
"""A fungao carrega todos os dados dos csvs de ocorrencias do Brasil

files = glob.glob('dados/*.csv")

years = []

for file in files
data = pd.read_csv(file, encoding="latin-1",sep=";",skiprows=4)
years.append(data)

return format_columns(pd.concat(years))

def format_legend(legend handless):
legend = []
for label in legend handless[1]
legend.append(label.split(",")[1][:-1])
return legend

def create_month_xlegend(months):
xlegend = ['']
for month in months:
if (int(month[1].split("/*)[e]) % 2 I= 0)
xlegend. append (month[1])
return xlegend

def create year xlegend(years):
xlegend = ['']
for year in years:
if(int(year) % 2 = 0):
xlegend. append (year
return xlegend

Figura 10 — Script para carregar os dados brutos



Nesta etapa utilizamos a fungao year.head() que gerou um dataframe com os dados
extraidos do arquivo “ocorrenciasnum-brasil2016.csv” com o intuito de conhecer a estrutura

desses dados demonstrado na figura 11 .

Nesta primeira etapa apenas um ano sera tratado, para depois expandir a analise para todos os dados disponiveis. O ano escolhido para ser
analisado € 0 ano 2016.

[4] year = read _year_data(2016)

Carregando o dados do arquivo 'ocorrenciasmun-brasil2016.csv' e gerando Dataframe com os dados formatados para visualizacéo

[58] year.head()

regiao uf estado municipio crime ano mes ocorrencias
0 CENTRO-OESTE DF Distrito Federal Brasilia Estupro 1 01/2016 1.0
1 CENTRO-OESTE DF Distrito Federal Brasilia Estupro 4 04/2016 8.0
2 CENTRO-OESTE DF Distrito Federal Brasilia Estupro 5 05/2016 8.0
3 CENTRO-OESTE DF Distrito Federal Brasilia Estupro 6 06/2016 20
4 CENTRO-OESTE DF Distrito Federal Brasilia Estupro 7 07/2016 4.0

Figura 11 — Carregar dados e Apresentar o DataFrame

Os dados tratados neste trabalho foram dados numéricos e dados categodricos, tais
como, tipo de Crime, Ocorréncias, que podem ser representados por numeros ou textos.
Alguns dados categoricos foram formatados e outros excluidos por ndo serem relevantes ao

objeto desta pequisa.

Inicialmente foi tratado apenas os dados do ano de 2016 e, logo apos a pesquisa, foi
expandida para tratar todos os registros criminiais disponiveis. Aqui foi realizada algumas
limpezas dos dados como a exclusdo da coluna codigo_IBGE, algumas fungdes foram
construidas para melhor visualizagao do dataset, para ser reconhecido através da fungao

head() conforme a figura 12.



Esse dado catégorico, codigo_IBGE nao € interessante para esta analise, portanto sera excluida
v [6] del(year['codigo IBGE'])
Vamos carregar o dataframe novamente para visualizar as alteracoes

v @) year.head(s)

regiao uf estado municipio crime ano mes ocorrencias ?:
0 CENTRO-OESTE DF Distrito Federal Brasilia Estupro 1 01/2016 1.0
1 CENTRO-OESTE DF Distrito Federal Brasilia Estupro 4 04/2016 8.0
2 CENTRO-OESTE DF Distrito Federal Brasilia Estupro 5 05/2016 8.0
3 CENTRO-OESTE DF Distrito Federal Brasilia Estupro 6 06/2016 2.0
4 CENTRO-OESTE DF Distrito Federal Brasilia Estupro 7 07/2016 4.0

Figura 12 —Limpar Dados e Apresentar Dataframe

Logo apds a estrutura basica ser conhecida, foram verificadas informagdes sobre as
estatisticas gerais destes dados que é possivel pelaimplementagéo da funcao describe() que,
por padrao, escolhe apenas os dados numéricos, retornando a contagem de linhas (count), o
célculo da média (mean) e desvio padrao (std) e identifica o valor minimo (min), os quartis

(25%, 50% e 75%) e o valor maximo (max), conforme figura abaixo:

v [8] year.describe()

N

ano ocorrencias

count ©6818.000000 66818.000000

mean 6.514786 7.195771
std 3.430935 30.081783
min 1.000000 1.000000
25% 4.000000 1.000000
50% 7.000000 2.000000
75% 9.000000 4.000000
max 12.000000 874.000000

Figura 13 — Utilizagéo da fungao describe()



4.1.2 Exploragao e Visualizagao de Dados

Com estas estatisticas engendradas na fase de Preparacdo dos Dados, fez-se
necessario elaborar as perguntas cruciais para prosseguir com as analises. Ao observar as

informacgdes geradas, surgiram as seguintes indagacgdes:

e Qual o tipo de crime tem a maior quantidade de ocorréncia no ano de 20167
e Quais meses tém a maior taxa de cada um dos crimes no conjunto de dados?
« Quais cidades apresentaram as maiores quantidades de cada tipo de crimes presentes

nos dados?

A partir daqui que comeca a fase exploratéria dos dados, que sera analisada, pelo
conjunto de dados disponiveis, os crimes mais frequentes do ano de 2016 e depois sera feita
a normalizagao(tratamento) desses dados. Utilizamos aqui uma fungdo Groupby() para
agrupar os demais dados pelo atributo ‘crime’, e a soma das ocorréncias associadas ao

agrupamento como se vé na figura 14.

° crime = year.groupby ([ crime’])
occurrences = crime.agg({ 'ocorrencias’ :sum})
oCcCcurrences
ocorrencias ?:
crime

Estupro 38,363.00
Furto de veiculo 209,129.31
Homicidio doloso 46,461.00
Lesao corporal seguida de morte 715.00
Roubo de veiculo 184,030.71
Roubo seguido de morte (latrocinio) 2,108.00

Figura 14 — Utilizag&o da funcéo groupby()



Nessa analise tivemos uma nogao geral da quantidade de ocorréncias para cada tipo
de crime, que nos traz uma perspectiva mais ampla de quais foram os crimes mais cometidos

durante esse periodo.

Agora a analise sera feita as taxas de crimes (2016) com seus respectivos meses. Para
obter esta informagédo, os dados serdo agrupados primeiro, levando em consideragdo os

meses e, entdo, a contagem das ocorréncias para cada tipo de crime conforme a figura 15.

[92] crimes_per_month = year.groupby([ 'mes’, 'crime’]).agg({ ocorrencias’:sum})
crimes_per_month.head()

ocorrencias %

mes crime
01/2016 Estupro 2,669.00
Furto de veiculo 13,461.00
Homicidio doloso 3,983.00
Lesdo corporal seguida de morte 58.00
Roubo de veiculo 13,054.63

Figura 15 — Utilizag&o da fungéo Groupby()

No caso desses dados existem muitos valores, o que gerou a necessidade de criar um
“plot” que facilite a visualizagao e entendimento dos dados onde utilizamos a fungao “Plot” da
biblioteca do Pandas gerar o grafico de Barras conforme a figura 16 e figura 17.

7 [75] crine_per_month_bar_graph = crimes_per month.unstack(level=0)
crime per month bar graph.plot(kind="barh", figsize=(10,25), subplots=True, legend-False, title="Crininalidade por més em 2016")

Figura 16 — Utilizagado da fungao Plot — Apresentagao de Grafico



Criminalidade por més em 2016

(ocorrencias, 01/2016)
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Estupra

crime
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Figura 17 — Utilizagado da fungao Plot — Apresentagao de Grafico



Analisamos também quais cidades tiveram os maiores indices de cada um dos tipos
de crime, no ano de 2016. Mais uma vez trabalhamos com fungdes estatisticas da biblioteca
do Pandas da Linguagem Python demonstrada por dataframe e por graficos conforme figura
18 e figura 19.

[14] crimes_per city = year.groupby([ 'municipio','crime'], as_index=False).agg({'ocorrencias':sum})
crime_per_city max = crimes_per city.groupby(['crime']).agg({ 'ocorrencias’ :max})
criteria = ['ocorrencias’, 'crime’]
crime_per city graph = pd.merge(crime per city max,crimes per city,on=criteria)
crime_per city graph

ocorrencias crime municipio ?:
0 2131.0 Estupro Sao Paulo
1 7553.0 Furto de veiculo Belo Horizonte
2 1277.0 Homicidio doloso Salvador
3 36.0 Lesao corporal seguida de morte Natal
4 8128.0 Roubo de veiculo Porto Alegre
5 107.0 Roubo seguido de morte (latrocinio) Sao Paulo

Figura 18 — Utilizagao da fungdo Groupby —DataFrame

" [54] crime_per_city graph.plot(kind='barh',y="ocorrencias’',x="municipio', figsize=(10,5))

<matplotlib.axes. subplots.AxesSubplot at ex7faefd76fo7e>

EEN CCOfMencias
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Figura 19 — Utilizagédo da fungao Plot — Apresentagao de Grafico



4.2 Analise Diagndstica

Aqui foi feita uma abordagem importante para identificar quais regides necessitam de maior
atencao e investimento em medidas de prevengéo e seguranga, contribuindo para a redugéo da
criminalidade nos fornecendo a possibilidade de diagnosticar os problemas relacionados a

incidéncia de crimes em diferentes regiées do Brasil.

4.2.1 A expansao para Analise de Séries Temporais

Diante aos dados de um unico ano, obtivemos diversas informag¢des importantes e
descobrimos alguns insghts. A analise agora € no intuito de entender os fenébmenos dos
dados ao decorrer dos anos. Esta avaliacdo sera possivel ja que o SINESPJC disponibiliza

uma base de dados de 2004 até 2017.

Utilizaremos a fungao read_all_data() para carregar todos os dados. Essa fungéo esta

encapsulada no script inicial desse Projeto.

v [17] data = read all data()

v

v

Como explicado anteriormente, a coluna codigo_IBGE nao € necessaria, portanto sera excluida novamente

[18] del(data['codigo IBGE'])

Vizualisando novamente a sua estrutura depois de alterada. Este passo é importante para o entendimento dos dados.

[19] data.head()

regiao
0 SUDESTE
1 SUDESTE
2 SUDESTE
3 SUDESTE
4 SUDESTE

uf

ES

ES

ES

ES
ES

estado
Espirito Santo
Espirito Santo
Espirito Santo
Espirito Santo

Espirito Santo

municipio
Cachoeiro De ltapemirim
Cachoeiro De ltapemirim
Cachoeiro De ltapemirim
Cachoeiro De ltapemirim

Cachoeiro De ltapemirim

crime ano
Estupro 1
Estupro 3
Estupro 5
Estupro 6
Estupro 7

mes ocorrencias

01/2004

03/2004

05/2004

06/2004
07/2004

1.0

2.0

4.0

2.0
1.0

DS

Figura 20— Funcgao Carrega os 13 arquivos “.csv’ — Apresentagdo em unico DataFrame




Quando carregamos os dados, € facil notar que eles ndo possuem uma coluna com

o valor dos anos, portanto esta foi criada a partir da coluna més com o comando, como se

vé na figura 21.

[22] data.head()

regiao
0 SUDESTE
1 SUDESTE
2 SUDESTE
3 SUDESTE
4 SUDESTE

uf

ES

ES

ES

ES
ES

estado
Espirito Santo
Espirito Santo
Espirito Santo
Espirito Santo

Espirito Santo

municipio
Cachoeiro De Itapemirim
Cachoeiro De Itapemirim
Cachoeiro De Itapemirim
Cachoeiro De Itapemirim

Cachoeiro De Itapemirim

crime
Estupro
Estupro
Estupro
Estupro

Estupro

ano

2004

2004

2004

2004
2004

[21] data['ano'] = data['mes'].apply(lambda element: element.split("/")[1])

Para confirmar que a coluna foi alterada os dados foram visualizados novamente

mes ocorrencias

01/2004
03/2004
05/2004
06/2004
07/2004

1.0
20
4.0
20
1.0

Figura 21 — Cruzamento de dados — Criagao de Colunas

Observando o DataFrame nota-se que ha uma variagcdo muito grande nos meses e

anos e, ainda, que a estrutura base é a mesma dos dados vistos para um unico ano (2016).

Nesta fase realizamos uma nova etapa de analises na qual foi necessario criar

uma linha do tempo, variando com a quantidade total de ocorréncias em cada um dos anos

presentes no conjunto de dados, onde foi aplicado apenas uma fung&o para gerar uma coluna

com apenas os valores dos anos e, os dados foram agrupados pelos anos para realizar a

contagem conforme Figura 22.




v [22] crime_occurrences = data.groupby([‘ano'],as_index=False).agg({ ocorrencias’:sum})

v (’ crime_occurrences xlegend = create_year xlegend(crime_occurrences.ano)
crime_occurrences.plot(kind="1ine", x="ano', y="ocorrencias', figsize=(10,6)).set xticklabels(crime occurrences xlegend,rotation=6)
crime_occurrences.plot

¢<pandas.plotting. core.PlotAccessor object at @x7fal@704a880>
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Figura 22 — Agrupamento de todos os conjuntos de dados

Depois da analise anterior evoluimos para uma analise mais abrangente sendo que
foi preciso implementar novamente a fungao Groupby() que nos permite conseguir visualizar
a variacao no tempo de cada um dos tipos de crimes através de um “plot” conforme se vé na
Figura 23.

[55] crimes_in_history = data.groupby([ crime’, 'ano’]).agg({ ocorrencias’:sum})
crimes_in history line graph = crimes in_history.unstack(®e).plot(kind="1ine",legend=True, subplots=False,figsize=(10,5))
legend_history = format_legend(crime_per _month_line graph.get legend handles_labels())
crimes_in_history_line_graph.legend(legend_history,loc="lower left", bbox_to_anchor=(1, ©.5))
crimes_in_history_xlabel = create_year_xlegend(crimes_in_history.unstack(@).index)
crimes_in_history_line_graph.set_xticklabels(crimes_in_history_xlabel)
crimes_in_history_line_graph.plot

<bound method Axes.plot of <matplotlib.axes. subplots.AxesSubplot object at ex7faefd75943e>>
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Figura 23 — Agrupamento de Dados e Visuzalizagao



Para visualizar um cenario mais amplo, geramos um grafico com 0s anos que
apresentaram os maiores numeros de ocorréncias para cada um dos crimes, conforme a
Figura 24.

U [25] max_occurrences_by year = data.groupby(['crime’, "ano']).agg({"ocorrencias”:sum}).unstack(1).sum()

4 ° max_occurrences_by_year.plot(kind="barh", figsize=(10,6), color = color)

> <matplotlib.axes._subplots.Axessubplot at ex7fale29a9deo>
(ocorrencias, 2017)
(ocomrencias, 2016)
(ocomencias, 2015)
(ocomencias, 2014)
(ocorrencias, 2013)
(ocorrencias, 2012)
§ (ocomencias, 2011) [
g (ocorrencias, 2010) | E——
(ocorrencias, 2009) |
(ocorrencias, 2006) |
(ocorrencias, 2007) |
(ocorrencias, 2006) |
(ocomrencias, 2005) |

(ocorrencias, 2004) |
0 100000 200000 300000 400000 500000

Figura 24 — Agrupamento de dados — Visualizagao



5. DISCUSSAO

Diante da analise, os resultados mostram que ao mesmo tempo em que temos um
grande volume de dados gerados, boa parte desses dados n&o recebem o devido tratamento,
embora as tecnologias emergidas pela ciéncia de dados tenham potencial suficiente para lidar

com muitos dados, assim como demonstramos com os resultados aqui apresentados.

A partir da demonstracéo ora apresentada neste estudo, podemos afirmar que, essas
tecnologias exigem cada vez mais capacidade de processamento para a execugdo dessas
tarefas. Nesse sentido iremos abordar alguns pontos dos resultados obtidos.

Os primeiros passos foram tratar, limpar e normalizar os dados. Em seguida dentro
dos 13 arquivos correspondentes a cada ano no conjunto de dados, entre o periodo de 2004
a 2017, escolhemos o ano de 2016 para darmos inicio a primeira analise propriamente dita,
no qual as fungdes estatisticas implementadas nos apresentaram um quadro em que nos
mostra que neste ano o furto de veiculos foi muito alto, o Roubo de Veiculos ficou na segunda
posicéo e na terceira posigao o crime de Homicidio doloso, conforme a Figura 25. Sendo que

a menor ocorréncia foi Lesdo Corporal seguida de morte.

Total de crimes em 2016

Estupro

Furto de veiculo

Homicidio doloso

Lesao corporal sequida de morte
Rouba de veiculo

Roubo seguido de morte ({latrocinio)

QCOTencias

0 2000 50000 2000 100000 125000 150000 175000 200000

Figura 25 — Total de crimes x tipo de crime



Criminalidade por més em 2016
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Figura 26 — Quantidade de crimes ao longo dos meses x tipo de crime

O grafico nos mostra também que existe padrdao na distribuicdo dos dados, onde
certos tipos de crimes apresentam valores muito proximos. E possivel perceber, por exemplo,
que o furto de carro ao longo de todo o ano de 2016 foi muito alto, além de crimes de Latrocinio
e estupro, que mantiveram as praticamente as mesmas quantidades de ocorréncias durante

qguase o ano todo.

No terceiro passo foi analisado quais cidades tiveram os maiores indices para cada
crime, no ano de 2016. Porto Alegre foi a cidade que registrou maiores ocorrénicas totais. A
cidade com maior registro de estupro foi Sdo Paulo e, o furto de veiculo teve as maiores
ocorréncias em Belo Horizonte. A cidade de Salvador ficou em primeiro lugar em registro de
crime de Homicidio Doloso.

No quarto passo no que tange aos estados, Sdo Paulo € o estado que mais registrou
crimes, seguido por Minas Gerais, Parana e Bahia . Isso indica que essas regides brasileiras

s&o as mais vulneraveis a violéncia, como se vé no grafico abaixo :

Estados com mais crimes em 2016

10000

s000

000
4000
2000 I
G 1110
B =2 =3 = ® £ B = (=] & == HH e f=1 ® 2 =3 =

Figura 27 — Varigao de Crimes por Estado da Federagéo.
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No quinto passo, partimos para uma expansdo da analise consginada na segao
anterior na subsecédo 4.5. Os resultados obtidos nos mostram que ha uma vari¢gado grande nos
meses e anos e, ainda, que a estrutura base € a mesma dos dados vistos para um unico ano
(2016).

Observa-se através do grafico na figura 24, que para todos os crimes, 0os maiores
indices estao entre 2011 e 2016, o que demonstra que este periodo de tempo representaram
muito mais violéncia que qualquer outro desde 2004, tendo uma queda em 2017. A queda das
ocorrénicas em 2017, pode estar vinculada com os dados que estdo subnotificados.

No sexto passo conseguimos visualizar a variagédo no tempo de cada um dos tipos de
crimes e a variagdo ao longo dos anos, sendo 0os que mais variaram ao longo do tempo

analisado foram o Furto, Roubo, Estupro e Homicidio doloso, conforme a figura 28.

200000 4

-~ — Estupro
Furto de veiculo

150000 . / \ —— Homicidio dolosa
/\ b \ —— Lesao corporal sequida de morte
) \ Roubo de veicula
- \ — Roubo seguido de marte (latrocinio)

100000 //\\’f,-f \

50000 %

2004 2006 2008 2010 012 014 2016
ano

Figura 28 — Variacdo da quantidade de crimes ao longo dos anos.

E importante nos atentarmos aos crimes de lesdo corporal e latrocinio, que em todos
os resultados apareceram em baixa, este pode ser um dado real ou pode estar ocorrendo uma
falta de dados, o que é gerado pela falta de padronizag&o da coleta de dados pelos 6rgéos de
seguranga publica. Além do que, esses dados podem ser manipulados para esconder o
tamanho real do problema. E importante que haja mais transparéncia e padronizac&o na coleta
de dados sobre esses tipos de crimes, para que possamos avaliar o tamanho do problema e

tomar as medidas necessarias para combaté-lo.



6. Conclusao e Trabalhos Futuros

Este artigo descreve como a ciéncia de dados pode ser usada para auxiliar as forgas
de seguranga publica no combate ao crime. Com tecnologia como o sistema de Analise de
Dados, organizagbes criminosas podem ser prejudicadas e politicas publicas mais eficazes
podem ser implementadas, melhorando assim os esforgcos de combate ao crime. Além disso,
as ferramentas que o campo da ciénica de dados oferece, tem um alto potencial para subjugar
a concentragao da ocorréncia de crimes em areas infestadas de crimes especificos. Assim
sendo, tendo uma detecgéo de crimes, o processo de normalizagdo de dados agora pode ser
automatizado para se tornar mais eficiente e eficaz.

Tendo essas informagdes podemos comparar com a conjuntura das politicas de
seguranga, que foram efetivas ou n&o, nos anos relacionados nesse conjunto de dados. Essas
conjunturas estdo resumidas nos relatérios do Atlas da Violéncia que € um portal que reune,
organiza e disponibiliza informagdes sobre violéncia no Brasil, bem como reune publicagbes
do Ipea sobre violéncia e seguranga publica ao longo dos anos. Assim, poderemos
compreender melhor o aumento ou diminuicdo de cada crime, conforme politicas acertadas
ou erradas. O plano de melhoria futura para o Sistema de Analise de dados, perpassa em
buscar meios mais eficazes na coleta dos registros criminais no Brasil pelos 6rgdo de
seguranga publica, para que assim possamos expandir os recursos de analise, ndo somente
a dados numericos, mas também dados de textos, imagens e/ou videos.

Atualmente, as formas de analise e os dados divulgados divergem, o que pode
comprometer a tomada de decisdes e a otimizagdo do trabalho das forgas policiais. Um
exemplo de divergéncia na coleta de dados criminais no Brasil pode ser observado na
contagem de homicidios. O pais possui duas fontes de informagdes oficiais sobre o tema: o
Sistema de Informagdes sobre Mortalidade (SIM), do Ministério da Saude, e o Anuario
Brasileiro de Seguranga Publica, do Forum Brasileiro de Seguranga Publica. Essas duas
fontes de dados apresentam numeros diferentes sobre o numero de homicidios no pais, o que
dificulta a obtencdo de informacdes precisas e pode comprometer a eficacia das politicas
publicas de seguranga. Enquanto o SIM contabilizou cerca de 50 mil homicidios em 2019, o
Anuario Brasileiro de Seguranga Publica registrou mais de 41 mil casos no mesmo periodo.



Essa diferengca pode ser explicada por questbes metodologicas e pela forma como as
informacgdes s&o coletadas e processadas em cada fonte de dados. O SIM se baseia em dados
fornecidos por cartorios de registro civil, enquanto o Anuario Brasileiro de Seguranga Publica
se apoia em informagdes repassadas pelas secretarias de seguranga publica dos estados.

Por isso, € importante implementar um Sistema Nacional de Coleta de Dados de
Registros Criminais no Brasil, para garantir a padronizagdo da coleta de informagdes sobre
crimes e criminosos em todo o pais. Com esse sistema, os estados e municipios poderiam
coletar informacgdes sobre crimes e acusados de forma padronizada, permitindo o cruzamento
de dados e a compilacdo em tempo real. Além disso, com o advento do big data, o Sistema
Nacional de Coleta de Dados de Registros Criminais poderia se tornar uma poderosa
ferramenta para a analise e previsao de tendéncias criminais, auxiliando no desenvolvimento
de estratégias mais eficazes de combate a criminalidade. Ademais, um aplicativo com
recursos como mapas e visualizacdo de dados poderia aprimorar ainda mais a qualidade das
informacgdes e facilitar a disseminacdo dos dados coletados. Em suma, é imprescindivel
investir em uma coleta de dados eficiente e confiavel para aprimorar o combate a criminalidade

em todo o pais e aproveitar todo o potencial da big data para esse fim.
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